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摘要：针对现有 Transformer 的超分辨率方法存在的局部纹理和高频细节建模能力不足的问题，设计了一种基于小波变

换与 Transformer 的高效混合网络 W-EMT，在 Transformer 框架中引入离散 Haar小波变换，对输入特征进行多级频域分

解，实现多尺度频域建模。在局部特征建模过程中，构建局部小波混合器，将特征分解为不同频率子带，并对低频结构信

息和高频纹理信息进行差异化增强，再通过逆小波变换恢复特征。在全局特征建模过程中，引入条纹窗口自注意力机

制，通过沿水平和垂直方向建立长距离依赖关系，在降低计算复杂度的同时保持全局上下文信息建模能力，实现局部与

全局特征的协同学习。实验采用 DIV2K 和 Flickr2K 数据集进行训练，并在 Set5、Set14、BSD100、Urban100 和 Manga109
数据集上进行测试，以峰值信噪比（PSNR）和结构相似性（SSIM）作为评价指标。实验结果表明，W-EMT 在各测试数据

集上均取得稳定性能提升，在×4 放大任务中，相较 EMT 在 Urban100 数据集上的 PSNR 提升 0. 06 dB、SSIM 提升

0. 0011，在复杂纹理场景中表现出更优的高频细节重建能力，同时在其他数据集上保持一致性增益，验证了该方法在图

像超分辨率重建中的有效性。
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Abstract： To address the limitations of existing Transformer-based image super-resolution methods in 
modeling local textures and high-frequency details， an Efficient Mixed Transformer with Wavelet （W-

EMT） is proposed by integrating wavelet transform into the Transformer architecture.  The discrete Haar 
wavelet transform is introduced into the Transformer framework to perform multi-level frequency 
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decomposition of input features， enabling multi-scale frequency-domain representation learning.  In local 
feature modeling， a local wavelet mixer is constructed to decompose features into different frequency 
subbands， where low-frequency structural information and high-frequency texture information are 
enhanced using a differentiated strategy， followed by feature reconstruction via the inverse wavelet 
transform.  In global feature modeling， a stripe-window self-attention mechanism is introduced to capture 
long-range dependencies along the horizontal and vertical directions.  The proposed mechanism maintains 
global contextual modeling capability while reducing computational complexity and enables collaborative 
learning of local and global features.  The model is trained on the DIV2K and Flickr2K datasets and 
evaluated on the Set5， Set14， BSD100， Urban100， and Manga109 benchmark datasets using peak signal-
to-noise ratio （PSNR） and structural similarity index （SSIM） as evaluation metrics.  Experimental results 
demonstrate that W-EMT achieves consistent performance improvements across all test datasets.  For ×4 
image super-resolution， W-EMT improves PSNR by 0. 06 dB and SSIM by 0. 0011 on the Urban100 
dataset compared with EMT， demonstrating superior high-frequency detail reconstruction in complex 
texture regions and verifying the effectiveness of the proposed method.
Key words： image super-resolution； wavelet transform； transformer； multi-scale features； attention 

mechanism

1 引 言

图像质量与空间分辨率的提升是成像研究

的重要目标，相关探索包括神经阵列超构成像［1］

和多焦点超透镜辅助的显微超分辨成像［2］。单幅

图 像 超 分 辨 率（Single Image Super-Resolution， 
SISR）旨在从低分辨率图像中重建高分辨率图

像，以恢复更多纹理细节和边缘信息，增强其视

觉效果，广泛应用于医疗影像分析、遥感图像处

理及视频监控等领域［3］。

图像超分辨率重建传统方法主要分为三类：

插值、重建、学习［4］。插值方法通过已知像素估计

未知像素实现图像放大，典型方法包括最近邻插

值、双线性插值和双三次插值。其中，双三次插

值因能够较好保持图像边缘信息而被广泛应用。

重建方法将超分辨率重建视为逆问题，通过

引入边缘、梯度或稀疏性等先验约束恢复高分辨

率图像，代表方法包括最大后验概率估计和迭代

反向投影等。然而，该类方法操作方便、重建速

度较快，但是所引入的先验知识有限，在重建后

会丢失很多图像细节，效果并不理想［5］。

学习方法通过训练样本建立低分辨率与高

分辨率图像之间的映射关系，典型方法包括邻域

嵌入和稀疏表示［6］。相比传统方法，其能够恢复

更多高频细节，但性能受特征表示能力和训练数

据规模的影响。

神经网络已用于光学系统参数反演［7］及光学

图像处理［8］等研究，也为图像超分辨率重建提供

了新的解决思路。基于卷积神经网络（Convolu‐
tional Neural Network， CNN）的方法通过学习低

分辨率与高分辨率图像间的复杂非线性映射关

系提升图像重建质量［9］。超分辨率卷积神经网络

（Super-Resolution Convolutional Neural Net‐
work，SRCNN）［10］首次将这一思路付诸实践，通

过三层卷积模拟稀疏编码流程，在多个基准集上

提高了模型性能。超深层超分辨率网络（Very 
Deep Super-Resolution，VDSR）［11］加深至 20 层并

引入残差学习；增强型深度超分辨率网络（En‐
hanced Deep Residual Networks，EDSR）［12］去 除

批归一化以降低显存，支持更宽更深结构；超分

辨率生成对抗网络（Super-Resolution Generative 
Adversarial Network，SRGAN）［13］借助生成对抗

网络与感知损失提升感知质量；残差通道注意力

网络（Very Deep Residual Channel Attention Net‐
work，RCAN）［14］则通过残差 -残差结构与通道注

意力机制，在超 400 层的深度下增强高频细节重

建。然而，CNN 方法仍受限于局部感受野，难以

建模长距离依赖关系。

近年来，Transformer 及其混合架构已应用

于缺陷检测［15］和目标跟踪［16-17］等视觉任务，并借
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助自注意力机制建模超分辨率重建中的长距离

依赖。 Image Restoration Using Swin Transform ‐
er（SwinIR）［18］利用移位窗口自注意力在线性复

杂度下实现跨窗口信息交互，在多项任务中取得

领 先 ；Efficient Super-Resolution Transformer
（ESRT）［19］通过高效多尺度注意力降低开销；N-

Gram Swin Transformer（NGswin）［20］ 融 合 N-

gram 思想增强局部建模，Efficient Mixed Trans‐
former（EMT）［21］混合自注意力机制与像素混合

器以建模全局和局部特征，Large Kernel Modula‐
tion Network（LKMN）［22］利用大核卷积和跨门控

调制机制增强特征表征能力，Multi-scale Mixed 
Transformer（MMT）［23］结合多尺度特征融合与高

效混合注意力机制降低计算复杂度。Selective 
Aggregation Transformer（SAT）［24］通过密度驱动

的 Token 聚合实现高效全局建模。Multi-dimen‐
sional Aggregation Transformer（MDAT）［25］通过

多尺度调制、空间 -通道交互及特征重用增强特

征表达。尽管上述方法不断增强特征建模能力，

如何进一步兼顾长距离依赖建模与局部高频细

节恢复，仍值得研究。

高低频协同有助于结构保持与细节恢复。

多 聚 焦 图 像 融 合 方 法 CNN and Transformer 
Cross Fuse（CTCFuse）［26］结 合 CNN 与 Trans‐
former 提取高低频特征，以低频信息引导高频细

节融合；小波变换则通过多分辨率分解显式分

离高低频信息，支持图像结构与细节建模［27］。

Deep Wavelet Super-Resolution （DWSR）［28］利用

卷积神经网络预测高分辨率图像的小波系数，

实现了频域特征重建。 Wavelet-based Residual 
Attention Network （WRAN）［29］利用小波变换实

现高低频信息分离，并分别进行特征学习，以降

低模型训练难度。 wavelet-based dual recursive 
network （WSR）［30］基于小波变换的稀疏表示特

性，在小波域内设计对偶递归网络学习不同频

率子带特征。然而，现有小波变换相关方法在

高频细节增强与全局建模协同方面仍存在不

足，难以同时兼顾局部纹理恢复与长距离依赖

建模能力。

针对上述问题，本文提出一种基于小波变换

与 Transformer 的高效混合网络（Efficient Mixed 
Transformer with Wavelet， W-EMT）。该方法将

小波变换的多尺度分解特性引入 Transformer，
采用小波混合器（Wavelet Mixer）和条纹窗口自

注意力，对图像的高低频特征分别进行处理，实

现高效的超分辨率重建。

2 基于小波变换与 Transformer 的

高效混合网络

2. 1　网络整体框架

高效混合网络包含三个模块：浅层特征提取

模块、深层频率感知特征提取模块以及图像重建

模块，网络框架如图 1 所示。

设输入低分辨率图像为 ILR，输出超分辨率图

像为 ISR。浅层特征提取过程可表示为：

F 0 = H SF ( ILR )  ， （1）
其中，H SF (⋅)表示浅层特征提取函数，F0 为输入图

像经初步映射后得到的浅层特征表示。

深层频率感知特征提取模块由 N 个频率感

知 混 合 块 （Frequency-Aware Mixed Block， 

FAMB）堆叠而成：

FD = H DF ( F0 )= H BN ( H BN - 1 (⋯H B1 ( F0 )⋯ )  ，（2）
其中，H DF (⋅) 表示深层特征增强映射，H i

B (⋅) 表示

第 i个频率感知混合块。

浅层特征与深层特征进行逐元素相加得到融

合特征，再经图像重建模块生成高分辨率图像：

FR = F 0 + FD  ， （3）

图 1　W-EMT 网络的整体框架示意图

Fig. 1　Overall architecture of the W-EMT network
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ISR = H REC ( FR )  ， （4）
其中，H REC (⋅)表示图像重建函数。

2. 2　频率感知混合块

FAMB 是本文网络的核心组成单元，其主要

作用是在保持较低计算复杂度的同时，实现全局

结构关系建模与局部纹理细节增强。如图 2 所

示，每个 FAMB 包含 L 个处理层，由两种不同类

型的特征混合器构成：全局频谱学习器（Global 
Spectrum Learner， GSL）和局部小波混合器（Lo‐
cal Wavelet Mixer， LWM）。

前 K 层采用基于窗口的移位自注意力机制

作为 GSL，用于捕获跨窗口的全局频谱依赖关

系；后 L - K 层采用小波分解混合器作为 LWM，

用于在频率域内精细化处理局部特征。两种特

征混合器均采用残差连接的形式：

Xi + 1 = Xi + M i ( X i )  ， （5）
其中，M i ( )表示第 i层的特征混合器，Xi 为当前层

的输入特征。

在 FAMB 中，自注意力层与局部小波混合器

依次作用于同一特征流。前者通过窗口内的特征

交互建立跨区域联系；后者对输入特征进行离散

Haar小波分解，分别处理低频结构与高频细节，再

经逆小波变换融合为空间域特征，传递至后续层。

2. 3　局部小波混合器

局部小波混合器利用离散 Haar 小波变换

（Discrete Haar Wavelet Transform，DWT）对 输

入特征进行多尺度频域分解，将其划分为低频子

带和多个高频子带，分别采用差异化增强策略对

低频结构信息和高频细节信息进行特征学习，最

后通过逆离散 Haar 小波变换（Inverse Discrete 
Haar Wavelet Transform，IDWT）将增强后的各

频率子带重新融合，恢复到原始空间分辨率，实

现频域信息与空间信息的有效交互，为后续特征

提取提供更加丰富的局部表示。其中，介于整体

结构与细微纹理之间的中频信息可由不同尺度

的细节特征表示，并在子带处理与融合过程中参

与图像重建。局部小波混合器结构如图 3 所示。

2. 4　全局频谱学习器

图像中的目标轮廓、纹理延展和方向性结构

通常具有明显的各向异性特点，仅采用局部方形

窗口进行注意力计算，往往难以充分捕获沿水平

或垂直方向延伸的长距离相关信息，且会增加一

图 2　频率感知混合块内部结构

Fig. 2　Internal structure of a frequency-aware mixer block

图 3　局部小波混合器结构示意图

Fig. 3　Schematic diagram of a local wavelet mixer
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定的计算冗余。因此，为增强长距离依赖关系的

建模能力，引入条纹窗口自注意力机制，其结构

如图 4 所示，通过分别沿水平和垂直方向设计条

状窗口，并在不同窗口间进行跨区域特征交互，

从而在有效降低计算复杂度的同时更有针对性

地增强模型对方向性结构的建模能力。

设输入特征为 X ∈ RC × H × W，将其按水平方

向和垂直方向对特征图进行划分，并在不同方向

的条纹窗口内分别进行注意力计算。对第 n 个方

向窗口中的特征  Xn' 执行线性映射，可得查询矩

阵与数值矩阵：

Q n = Xn 'W Q，V n = Xn 'W V  ， （6）
其中，W Q 和 W V 分别表示对应的线性投影矩阵。

通过缩放点积计算注意力响应：

Fn = Softmax ( Q n Q T
n

d )V n  ， （7）

其中，d 为缩放因子。最后将不同方向窗口的结

果进行拼接，得到全局建模输出：

F =[ F 1；F 2；⋯；Fn ]  . （8）
2. 5　损失函数

图像恢复领域常用的损失函数有 L1、L2 两

种损失函数，与 L2 损失相比，L1 损失在图像恢复

任务中通常更有利于缓解过度平滑现象，并能够

获得更加稳定的边缘与纹理恢复效果。因此采

用 L1 损失函数对模型训练进行监督。设训练样

本集为 { Ii
LR，Ii

HR }N
i = 1，其中 Ii

HR 表示与低分辨率图

像对应的高分辨率真实图像，f (⋅) 表示网络前向

映射函数。则损失函数定义为：

L= 1
N ∑

i = 1

N

‖f ( I i
LR)- I i

HR‖ 1  . （9）

3 实验结果与分析

3. 1　实验环境

本文采用 DF2K 数据集进行训练，并在 Set5、
Set14、BSD100、Urban100 和 Manga109 五个公开

基准数据集上进行测试与评估。在性能评价方

面，本文采用峰值信噪比（Peak Signal-to-Noise 
Ratio，PSNR）和结构相似性（Structural Similarity 
Index Measure，SSIM）作为主要评价指标，并在

YCbCr颜色空间的 Y 通道上进行计算。

本文基于 PyTorch 实现，以 EMT 为基础框

架，在局部特征混合层中引入小波增强模块。主

要超参数设置如下：特征维度 60，网络块数 6，块
内层数 6，注意力头数 3，FAMB 中的 L、K 分别为 6
和 2，Batch Size 设置为 8，优化器采用 Adam，学习

率 4×10-4，损失函数采用 L1 损失进行监督训练。

3. 2　定量结果分析

为全面评估所提方法在图像超分辨率重建

任务中的有效性，本文将所提出的 W-EMT 模型

与多种代表性的超分辨率方法在×4 放大倍率下

进行定量比较。实验采用 PSNR 和 SSIM 作为评

价指标，其中最优结果和次优结果分别以加粗和

下划线标注，具体结果见表 1。
从表中可以看出，W-EMT 在×4 放大倍率

图 4　条纹窗口自注意力机制

Fig. 4　Striped window self-attention mechanism
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下表现出具有竞争力的性能，相比于主流轻量级

超分方法在 PSNR 和 SSIM 指标上均有明显提

升，展现了本文网络在处理不同类型图像内容时

具有较好的泛化能力。且本模型在 Urban100 等

数据集上表现更为出色。这验证了本文提出的

频率分解机制在捕获多尺度频域特征和增强局

部纹理信息方面的有效性。

3. 3　定性结果分析

图 5 展示了不同方法在多个测试集上的可视

化结果。相比对比方法，W-EMT 通过多频信息

协同建模，在保持整体结构一致性的同时增强了

高频细节表达能力，能够恢复更加清晰的边缘结

表 1　不同方法在×4超分辨率任务上的  PSNR/SSIM 对比

Tab. 1　Comparison of PSNR/SSIM for different methods on ×4 super-resolution tasks

Method

LAPAP-A［31］

EDSR［12］

NGswin［20］

ESRT［19］

SwinIR［18］

LKMN［22］

SRFormer［32］

SP-MoMamba［33］

EMT［21］

W-EMT

Scale

x4

Set5
PSNR
32. 15
32. 42
32. 33
32. 19
32. 44
32. 40
32. 51
32. 35
32. 57
32. 59

SSIM
0. 8944
0. 8968
0. 8963
0. 8947
0. 8976
0. 8976
0. 8988
0. 8970
0. 8998
0. 8997

Set14
PSNR
28. 61
28. 80
28. 78
28. 69
28. 77
28. 78
28. 82
28. 77
28. 89
28. 91

SSIM
0. 7818
0. 7876
0. 7859
0. 7833
0. 7858
0. 7853
0. 7872
0. 7850
0. 7889
0. 7889

BSD100
PSNR
27. 61
27. 71
27. 66
27. 69
27. 69
27. 70
27. 73
27. 69
27. 77
27. 78

SSIM
0. 7366
0. 7420
0. 7396
0. 7379
0. 7406
0. 7399
0. 7422
0. 7398
0. 7433
0. 7438

Urban100
PSNR
26. 14
26. 64
26. 45
26. 39
26. 47
26. 35
26. 67
26. 40
26. 76
26. 82

SSIM
0. 7871
0. 8033
0. 7963
0. 7962
0. 7980
0. 7918
0. 8032
0. 7939
0. 8063
0. 8074

Manga109
PSNR
30. 42
31. 02
30. 80
30. 75
30. 92
30. 97
31. 17
31. 01
31. 34
31. 36

SSIM
0. 9074
0. 9148
0. 9128
0. 9100
0. 9151
0. 9126
0. 9165
0. 9160
0. 9176
0. 9178

图 5　本文与其它方法在 Urban 和 BSD100 数据集的可视化对比

Fig. 5　Visual comparison of this method with other methods on the Urban and BSD100 datasets
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构和纹理细节，尤其在复杂纹理区域表现出更强

的重建能力。

3. 4　消融实验

3. 4. 1　实验设置

为验证局部小波混合器中低频分支与高频

分支的有效性，本文在×4 超分任务上设计了五

种不同配置进行消融实验。Baseline 配置未启用

低频和高频分支，保留原有 GSL 数量；HF 仅启

用高频分支增强局部纹理细节，并用 LWM 替换

4 层 GSL；LF 仅启用低频分支强化低频结构信

息，也替换 4 层 GSL；Dual 同时启用低频和高频

分支，仅替换 2 层 GSL；Full 为完整模型，低频和

高频分支均启用，共替换 4 层 GSL。

3. 4. 2　消融结果分析

表 2 给出了不同配置下的定量实验结果对

比。从表中可以看出，引入低频或高频分支均能

带来一定性能提升，说明频域信息分解对于提升

特征表达能力具有积极作用。而启用双分支结

构可获得较好结果，说明低频结构建模与高频细

节增强之间具有良好的互补关系。当采用完整

结构（Full）时，在 Set14、Urban100 及 Manga109
等数据集上取得最佳结果，表现出更强的细节恢

复能力与结构重建能力。该结果表明，多频信息

协同建模能够有效提升网络对不同频率特征的

表达与融合能力，从而在整体上进一步增强图像

超分辨率重建性能。

图 6 展示了不同消融配置的重建视觉效果对

比。从整体结果可以看到，仅使用单一分支时，

模型在不同程度上存在重建不足的问题。相比

之下，同时引入低频与高频分支能够实现多频信

息的协同建模，在保持图像整体结构完整性的同

时，有效增强纹理细节与边缘清晰度，使重建结

表 2　不同配置在  ×4 超分辨率任务上的 PSNR/SSIM 结果

Tab. 2　PSNR/SSIM results for different configurations on the ×4 super-resolution task

模型配置

Baseline
HF
LF

Dual
Full

Set5
PSNR
32. 57
32. 55
32. 57
32. 56
32. 59

SSIM
0. 8998

0. . 8995
0. 8996

0. 89965
0. 8997

Set14
PSNR
28. 89
28. 87
28. 88
28. 87
28. 91

SSIM
0. 7889

0. 7883
0. 7885
0. 7884
0. 7889

BSD100
PSNR
27. 77
27. 75
27. 76
27. 76
27. 78

SSIM
0. 7433
0. 7432
0. 7434
0. 7433
0. 7438

Urban100
PSNR
26. 76
26. 75
26. 78
26. 75
26. 82

SSIM
0. 8063
0. 8059
0. 8070
0. 8069
0. 8074

Manga109
PSNR
31. 34
31. 34
31. 36
31. 35
31. 36

SSIM
0. 9176
0. 9175

0. . 9177
0. 9176
0. 9178

图 6　各消融结果在  Urban100 和 set5 数据集上的可视化对比

Fig. 6　Visual comparison of ablation results on the Urban100 and set5 datasets
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果在主观视觉上更加自然。

4 结 论

针对现有 Transformer 方法存在的局部纹理

和高频细节建模能力不足的问题。本文提出一

种基于小波变换与 Transformer 的高效混合网络

W-EMT。通过构建局部小波混合器和全局频

谱学习器，实现了频域特征增强与长距离依赖

建模。实验结果表明，W-EMT 在 Set5、Set14、
BSD100、Urban100 和 Manga109 等公开数据集

上均取得了稳定性能提升，其中在×4 放大任务

中，Urban100 数据集上的 PSNR 达到 26. 82 dB，

SSIM 达到 0. 8074，相较于 EMT 均有一定提升，

说明该方法能够有效增强复杂纹理和高频细节

的重建能力。虽然 W-EMT 能恢复更多细节信

息，但在小波分解中采用最简单的基函数，对复

杂结构或真实退化图像的自适应表达能力有

限，且小波混合器在多频带分支处理与融合过

程中仍引入一定计算冗余。未来可进一步研究

轻量化网络设计、可学习小波分解以及真实场

景超分辨率任务，并探索该方法在视频超分辨

率、图像去噪和图像去模糊等视觉任务中的应

用潜力。
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